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КОМПЛЕКСУВАННЯ ДЕКІЛЬКОХ АЛГОРИТМІВ ПІД ЧАС РОЗВ’ЯЗАННЯ 

 ЗАДАЧІ ПРОГНОЗУВАННЯ  

 

Задача прогнозування є, безсумнівно, однією з найважливіших для людства, але водночас 

стоїть поряд з найскладнішими, оскільки немає жодної гарантії, що поведінка прогнозованого 

процесу не зміниться кардинально у майбутньому. 

Метою роботи є розробка нового методу прогнозування, що використовує підхід 

комплексування декількох моделей, та перевірка його якості на наборі тестових даних. Для цього 

були розглянуті основні існуючі методи прогнозування, а саме: штучні нейронні мережі, метод 

групового урахування аргументів та лінійна регресія. Для комплексування прогнозуючих моделей 

був обраний підхід bagging. 

Запропонований метод було реалізовано у програмному середовищі Matlab і перевірено (разом з 

декількома існуючими методами) на 11 тестових наборах даних. Наукова новизна та практична 

значущість дослідження полягає в тому, що серед методів, що тестувалися, запропонований 

метод показав найкращі результати, що свідчить про можливість його успішного застосування 

на практиці. 

Ключові слова: прогнозування часових рядів; комплексування моделей; штучні нейронні 

мережі; метод групового урахування аргументів. 

 

Постановка проблеми у загальному вигляді. Підхід комплексування декількох алгоритмів успішно 

застосовується для вирішення великого спектра задач машинного навчання протягом багатьох років. 

Дійсно, поєднання одразу декількох методів зазвичай дозволяє досягти кращого результату, ніж при 

використанні кожного методу окремо.  

Більшість методів комплексування можна поділити на 2 групи: ті, що використовують підхід bagging 

[1, c. 123–140], і ті, що використовують підхід boosting [2, c. 512–518]. 

Підхід bagging передбачає генерацію m  підвибірок розміру n ′  із вихідної вибірки шляхом 

семплювання із заміною. Після цього кожна модель, що комплексується, навчається на окремій 

підвибірці, а прогноз для нових даних виконується шляхом усереднення виходів усіх моделей з певними 

усереднюючими коефіцієнтами. 

Згідно з підходом boosting, кожна модель навчається на повній вибірці, але при цьому навчається 

корегувати помилки усіх попередніх моделей – тобто моделі навчаються по черзі, і навчальні приклади, 

на яких поточний набір моделей помиляється найбільше, будуть мати найбільшу вагу при навчанні 

наступної моделі. 

Постановка задачі прогнозування. Нехай задано n  значень часового ряду: [ ]nxxx ,,1 K
r

= . Тоді 

задача прогнозування, що розглядається у цій роботі, полягає в побудові деякої моделі прогнозованого 

об’єкта, яка б залежала від k  послідовних значень часового ряду [ ]
kixx

i +,,K  та видавала значення 

прогнозу для значення tkix ++ : 
tkikii xxxF +++ = ˆ),,( K

. 

Викладення основного матеріалу. Штучні нейронні мережі (ШНМ) [3, c. 386–408]. ШНМ є 

системою з'єднаних і взаємодіючих між собою штучних нейронів. ШНМ не програмуються в звичному 

сенсі цього слова, вони навчаються. У процесі навчання нейронна мережа здатна виявляти складні 

залежності між вхідними та вихідними даними, а також виконувати узагальнення. Здібності нейронної 

мережі до прогнозування безпосередньо випливають з її здатності до узагальнення і виділення 

прихованих залежностей між вхідними і вихідними даними. Після навчання мережа здатна прогнозувати 

майбутні значення деякої послідовності на основі декількох попередніх значень і/або якихось існуючих 

зараз чинників [4, c. 402–409; 5, c. 47–55; 6, c. 495–506]. Зазвичай, для навчання ШНМ використовують 

певну модифікацію алгоритму зворотного поширення похибки [7, c. 533–536], головні рівняння якого 

мають вигляд: 
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тобто: 
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• похідна функції помилки за виходом певного нейрону iy , що знаходиться у шарі за 

номером l , дорівнює сумі за всіма нейронами jy  наступного шару 1+l  похідних виходу цього нейрону 

за виходом iy  помноженим на похідну функції помилки за виходом jy ; 

• похідна функції помилки за певним ваговим коефіцієнтом ijw  дорівнює похідній виходу 

нейрону, що є вхідним для зв’язку ijw , за цим ваговим коефіцієнтом, помноженій на похідну функції 

помилки за виходом цього нейрону. 

Метод групового урахування аргументів (МГУА) [8, c. 43–53] – це набір алгоритмів прогнозування (а 

точніше математичного моделювання), який ґрунтується на розбитті вихідних даних на дві вибірки: 

навчальну і перевірочну, і використанні опорних функцій деякого вигляду, параметри яких знаходяться 

на навчальній вибірці, а перевірка того, наскільки добре вони моделюють заданий ряд, виконується на 

перевірочній вибірці. Зазвичай, як опорні функції використовують поліному Колмогорова–Габора певної 

складності:  

∑ ∑∑

+++=
i i j

jiijiin xxaxaaxxy ...),...,( 01 . 
(3) 

Лінійна регресія з динамічними вагами (ЛРДВ) [9, c. 4–8]. Даний метод є «вдосконаленням» 

звичайної лінійної регресії [10, c. 169–174], що дозволяє знаходити декілька наборів ваг лінійної моделі 

для певних підвибірок (причому ці ваги знаходяться з урахуванням не лише прикладів відповідної 

підвибірки, але й усіх прикладів вибірки) і подальшого прогнозування шляхом усереднення усіх ваг, де 

коефіцієнти усереднення залежать від близькості прикладів до відповідної підвибірки (кластеру). 

Вектори ваг для підвибірок знаходяться з використанням наступних функцій помилок: 
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де 
global

w
r

 – вагові коефіцієнти регресії, що знайдені на усій вибірці X ; 
kX  – підвибірка під номером 

k ; kw
r

 – вектор ваг для підвибірки під номером k ; 1,0, =+> βαβα  – коефіцієнти, що регулюють 

наскільки близько до вектора ваг 
global

w
r

, знайденого на усій вибірці, повинний бути вектор ваг для 

підвибірки за номером k  та наскільки «сильно» потрібно зменшити помилку регресії для підвибірки k  

при використанні окремого вектора ваг. 

У цій роботі для вирішення задачі прогнозування пропонується використання підходу bagging для 

комплексування моделей, отриманих за допомогою 3 методів: ШНМ, МГУА та ЛРДВ. Для оцінки 

усереднюючих коефіцієнтів моделей використаємо зовнішній критерій, а саме – помилку моделі на 

окремій, валідаційній вибірці. 

Таким чином, алгоритм побудови прогнозуючої моделі має наступний вигляд: 

1. Попередня обробка даних. 

2. Генерація підвибірок. Згідно з підходом bagging, генеруються 3 підвибірки розміру nn ≤′  

шляхом семплювання з заміною. 

3. На кожній підвибірці навчається модель з використанням певного методу: ШНМ, МГУА чи 

ЛРДВ. 

4. Знаходяться усереднюючі ваги. Для цього спочатку розраховуються середньоквадратичні 

помилки кожної моделі на валідаційній вибірці. 

Після цього усереднюючі коефіцієнти моделей розраховуються як: 
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(5) 

5. Отже, «фінальна» прогнозуюча модель буде мати вигляд: 
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Для перевірки запропонованого методу було використано 11 наборів даних, що знаходяться у 

відкритому доступі в мережі Інтернет ([11, c. 1; 12, с. 2]). Нормалізована середньоквадратична помилка 

методу порівнювалась з відповідними помилками таких методів, як МГУА, ШНМ та ЛРДВ. Під час 

навчання усім методам використовувались наступні спільні параметри: 
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• розмірність вкладення часових рядів ⇔
кількість вхідних змінних 5=т

; 

• прогнозування виконувалось на 2 значення наперед; 

• у навчальну вибірку відбиралось 50 % усіх прикладів. 

Для оцінки якості моделі використовувалася нормалізована середньоквадратична помилка, що 

розраховувалась на усій вихідній вибірці: 
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Отримані результати наведено у таблиці 1. 

 

Таблиця 1 

Нормалізована середньоквадратична помилка моделей на усій вибірці 

 

Вибірка ШНМ ЛРДВ МГУА 
Запропонований 

метод 

Виробництво електроенергії в 

Австралії 
0.1148 0.0804 0.0575 0.0237 

Тест CATS (Competition on Artificial 

Time Series – Конкурс з штучних 

часових рядів)  

[13, c. 1615–1620] 

0.1321 0.1092 0.0785 0.0336 

Курс долару до євро 0.1589 0.2495 0.1270 0.2693 

Курс долару до фунту 0.2920 0.2496 0.0840 0.0516 

Індекс CPI  

(індекс споживчих цін)  
0.1867 0.1477 0.1533 0.1337 

Споживання електроенергії в Іспанії 0.1314 0.0875 0.0603 0.0289 

Середні відсоткові ставки в Іспанії 0.1432 0.1390 0.0905 0.0362 

Індекс фондової біржі в Іспанії 0.1153 0.1610 0.1358 0.1293 

Кількість плям на сонці 0.2273 0.0575 0.0525 0.0071 

Виробництво літаків в США 0.1396 0.0548 0.0612 0.0192 

Зимовий індекс NAO (Північно-

атлантичного коливання) 
0.4770 0.3368 0.1736 0.0777 

Сумарна помилка 2.1182 1.6730 1.0742 0.8103 

 

Наприклад, такий вигляд має прогноз для вибірки «Курс долару до євро», отриманий з 

використанням ЛРДВ: 

 
 

Рис. 1. Прогноз, отриманий з використанням ЛРДВ 
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Рис. 2. Прогноз,  

отриманий за допомогою застосування ШНМ 

 

 
 

Рис. 3. Прогноз, отриманий з використанням МГУА 

 

І, нарешті, наведений прогноз, отриманий при комплексуванні усіх 3 моделей (рис. 4). 

 

 
 

Рис. 4. Прогноз, отриманий в результаті комплексування усіх 3 моделей 

 

Візуально помітно, що «розкид» прогнозу, отриманого за допомогою комплексування, значно 

менший, ніж у прогнозів, отриманих при використанні ШНМ, МГУА чи ЛРДВ поодинці. 

Висновки з даного дослідження та перспективи подальших розвідок. У цій роботі запропоновано 

метод вирішення задач прогнозування на основі комплексування наступних алгоритмів: ШНМ, МГУА та 

ЛРДВ, де усереднюючі коефіцієнти моделей знаходяться на валідаційній вибірці. Поєднання цих 

підходів дозволяє на практиці знайти більш адекватну модель прогнозованого об’єкта. Серед методів, які 
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тестувалися, запропонований метод показав найкращі результати, що свідчить про можливість його 

успішного застосування на практиці. Перспективним напрямком подальших досліджень описаної задачі 

автори вважають можливість комплексування інших алгоритмів прогнозування для отримання ще 

точніших результатів. 
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